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Аннотация. Рассматривается алгоритм сегментации зданий и сооружений на спутниковых изображениях и алгоритм выпрямления полученных полигонов. На собственной размеченной базе изображений проведены эксперименты для методов глубокого обучения на основе U-ResNet-34 и HRNetV2. Итоговая точность составила 0,881 по метрике сегментации Dice и 0,683 по метрике детектирования F1.
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I. Введение
На сегодняшний день спрос на использование данных дистанционного зондирования Земли (ДЗЗ) растет экспоненциально каждый год [1]. При этом рост наблюдается не только в узких областях, таких как военное дело и составление кадастровых карт, но и во многих других отраслях современной экономики: экология и климат, точное сельское хозяйство, мониторинг чрезвычайных ситуаций, городское планирование и строительство, мониторинг труднодоступных регионов и др. Бурный рост связан с рядом факторов: 

· Повышение доступности и объема данных благодаря большому количеству запускаемых спутников и появлению удобных сервисов по извлечению снимков [2]. При этом даже открытые веб-платформы позволяют обращаться как к архивам за прошлые года, так и к свежим снимкам, полученным несколько дней назад.

· Повышение качества данных [3]. Современные спутники ДЗЗ позволяют получать изображения с пространственным разрешением от нескольких км/пиксель для мониторинга глобальных процессов до десятков см/пиксель, что делает возможным распознавание мелких объектов, например, гаражей, автомобилей и даже дорожной разметки.

· Использование различных спектральных диапазонов. Современные спутники снимают земную поверхность не только в видимой части спектра, но и инфракрасном диапазоне [3]. Более того, существуют спутники c активным излучением с использованием синтезированной апертурной решетки (SAR), позволяющие получать изображения в радиодиапазоне и игнорировать смену времени суток и наличие облаков.
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· Развитие технологий обработки [4]. Бум в развитии методов глубокого обучения, произошедший за последнее десятилетие, позволил обрабатывать петабайты данных с точностью, сопоставимой с человеческой, но во много раз быстрее. 
Одним из наиболее востребованных и показательных направлений применения современных данных ДЗЗ является автоматическое обнаружение зданий и сооружений и формирование их контуров, то есть сегментация изображений [5]. Актуальность данной задачи критически высока, поскольку она позволяет преобразовать сырые спутниковые снимки в структурированные геопространственные данные — основу для решения широчайшего спектра прикладных задач. От инвентаризации и контроля за незаконным строительством в градостроительстве до оперативной оценки ущерба при чрезвычайных ситуациях, от планирования сетей сотовой связи до оценки потенциала солнечной энергетики — точные и актуальные карты зданий являются ключевым элементом для цифровизации множества отраслей.
Как отмечалось ранее, современные методы обработки спутниковых изображений основаны на алгоритмах глубокого обучения. И сегментация зданий и сооружений не исключение. В [6] авторы использовали свою базу спутниковых снимков Planet с пространственным разрешением 3 м/пиксель и полностью сверточную нейронную сеть U-Net, что позволило им достичь точности 0,77 по метрике Dice. Для устранения дисбаланса данных исследователи из [5] предложили объединить преимущества сверточных сетей и трансформеров и представили гибридную архитектуру нейронной сети AerialFormer, где в качестве базовой сети для извлечения признаков выступает трансформер Swin, а в качестве декодировщика использованы блоки на базе нескольких последовательных сверточных слоев. Данный подход позволил получить наилучшие на момент публикации результаты по наборам данных Potsdam, iSAID и LoveDa. Неточность разметки и специфика процесса обучения нейронной сети, математической задачей которого является итеративное уменьшение целевой функции потерь, то есть уменьшение пиксельных различий между эталонной маской и предсказанием, приводят к тому, что на выходе алгоритма появляются сглаженные объекты, а не прямоугольные, какими преимущественно являются зданий и сооружения. Для решения данной проблемы в [7] предлагается использовать векторную постобработку для выпрямления полигонов зданий. Это также позволило повысить точность сегментации границ на 0,17 по метрики AP для границ объектов. 

На основании выше сказанного, в текущей работе предложен алгоритм сегментации зданий и сооружений на спутниковых изображениях, обученный на собственной базе изображений сверхвысокого разрешения, а также обучаемый алгоритм постобработки для выпрямления полигонов.

II. Описание набора изображений
В рамках работы был собран набор изображений сверхвысокого разрешения с пространственным разрешением 0,5 м/пиксель с использованием сервиса Google Earth. Каждый снимок состоит из RGB каналов видимого диапазона, а также ближнего инфракрасного канала (NIR). На изображениях запечатлены различные участки Российской Федерации за 2021–2023 гг. Для улучшения обобщающей способности алгоритма сегментации были равномерно отобраны различные участки городской и сельской застройки: промышленные зоны, коттеджные поселки, спальные районы, деловые центры. Для каждого изображения проведена эталонная разметка на следующие классы: жилые многоэтажные постройки, жилые малоэтажные постройки, большие промышленные и коммерческие постройки, гаражи, остальное. На текущем этапе работы все классы были объединены в один класс «здания». Всего собрано и размечено 103 изображения. Для формирования обучающей и тестовой выборок большие изображения были поделены в отношении 9:1 и затем порезаны на патчи размером 512х512 пикселей с шагом 256, таким образом соседние патчи пересекаются наполовину. Итоговая статистика по сформированному датасету представлена в табл. 1, примеры изображений и соответствующих бинарных масок приведены на рис. 1.
ТАБЛИЦА I.  Статистика сформированного набора изображений
	Количество
патчей
	Обучающая
выборка
	Тестовая
выборка

	Всего
	22827
	2157

	Со зданиями
	19140
	1995

	Без зданий
	3687
	162


III. 
Описание архитектуры алгоритма сегментации и процесса обучения
A. Архитектуры нейронных сетей

Анализ размеченной базы изображений показал, что в условиях городской застройки расстояние между соседними зданиями может не превышать 5-10 пикселей. В связи с этим фактом, в качестве базовых архитектур нейронных сетей рассмотрены полностью сверточные варианты сегментаторов U-Net [8] и HRNetV2 [9], которые позволяют извлекать подобные локальные признаки.
U-Net – это архитектура сверточной нейронной сети, получившая свое название за характерную U-образную форму и предназначенная для быстрой и точной сегментации изображений [8]. Это типичный представитель структуры кодировщик-декодировщик. Ключевой особенностью U-Net является наличие skip connections, которые напрямую передают и конкатенируют карты признаков высокого разрешения из кодировщика в соответствующие блоки декодировщика, позволяя сети совмещать глубокую семантическую информацию с точными пространственными деталями для создания высококачественных попиксельных карт сегментации. В качестве кодировщика используют глубокие сети извлечения признаков. В нашем случае использована ResNet-34.
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Рис. 1.  Примеры изображений из собранного набора: а) RGB изображения 512х512; б) соответствующие бинарные маски
Ключевой особенностью HRNetV2 (High-Resolution Network V2) является поддержание признаков высокого разрешения на протяжении всей сети [9]. В отличие от U-Net, HRNet не понижает разрешение входных изображений, а добавляет параллельные ветви обработки. Основным элементом здесь выступает блок многомасштабного обмена информацией (multi-scale fusion) между всеми этими параллельными ветвями, что позволяет сети одновременно сохранять точную пространственную детализацию из карт признаков высокого разрешения и извлекать глубокий контекст из карт низкого разрешения.
B. Постобработка для выпрямления полигонов

Алгоритм выпрямления полигонов зданий состоит из небольшой графовой сети. Вначале у каждого обнаруженного объекта находится его центр, затем описывается прямоугольник. Далее находится самая большая грань, которая далее по алгоритму Дугласа-Пекера разбивается еще на 2 части. Процедура повторяется заново, только теперь на начальном этапе не четырехугольный прямоугольник, а полученный на предыдущей итерации пятиугольник. Процедура повторяется k раз. В нашем случае k выбрано равным 10 для возможности выпрямления как зданий простой формы, так и сложных длинных построек.
C. Описание процесса обучения

Поскольку наши данные для обучения являются четырехканальными RGBN изображениями, то после входного слоя обеих сетей был добавлен сверточный слой из трех сверток с размером ядра 1х1 для перевода изображений в трехканальное пространство и возможности проведения трансферного обучения. Обучение проведено на протяжении 100 эпох с размером батча 16. В качестве функции потерь использованы комбинация бинарной кросс-энтропии и коэффициента Серенсена. В качества алгоритма оптимизации использован AdamW с начальным коэффициентом обучения 0,001, линейно уменьшающимся до нуля. Алгоритмы реализованы на языке программирования Python с использованием фреймворка глубокого обучения PyTorch.
В процессе обучения использованы следующие аугментации:

· зеркальные горизонтальные и вертикальные отражения;

· Повороты на кратные 90 градусам углы;

· Изменения яркости, тона и насыщенности в пределах 10% в пространстве HSV для каналов RGB. Для Nir канала обычное случайное изменение яркости в пределах 10%.

· Случайные небольшие изменения масштаба, обрезка и малые повороты до 15 градусов.
IV. Численные результаты

На первом этапе мы обучили сверточные нейронные сети U-ResNet-34 и HRNetV2 без использования выпрямления полигонов. Для оценки качества работы алгоритмов использованы коэффициент Серенсена (Dice) для оценивания попиксельного сходства эталонных и предсказанных масок, а также метрики детектирования precision, recall и F1, где в качестве объектов выступают не пиксели, а отдельные полносвязные объекты. Бинаризация выходов сети проведена по порогу 0,5. Результаты представлены в табл. 2. 
Из результатов табл. 2 следует, что HRNetV2 со значением Dice 0,858 превосходит U-ResNet-34, однако по метрикам детектирования проигрывает за счет, в первую очередь, большего количества ложных срабатываний. Объединяя эти факты, можно сделать вывод, что несмотря на лучшую детектирующую способность, HRNetV2 допускает большее количество разрывов объектов.
Далее мы провели обучение тех же самых нейронных сетей с постобработкой для выпрямления полигонов зданий. Результаты представлены в табл. 3.

Согласно результатам из табл. 3 добавление постобработки для выпрямления зданий улучшило метрику Dice для HRNetV2 до значения 0,881, а также улучшилась метрика F1 почти на 0,02. Из этого следует, что постобработка для выпрямления зданий и сооружений позволяет не только избавиться от нейросетевеого сглаживания карт сегментации, но и улучшить общую точность алгоритма. Для U-ResNet-34 метрика F1 улучшилась примерно на 0,01, при этом значение Dice изменилось незначительно. Однако, алгоритм выпрямления, в котором зафиксировано количество итераций (k = 10), может приводить к потере нескольких вершин и вырождению в треугольник для объектов малого размера и простой формы (например, частные жилые дома). Визуализация правильного и ошибочного выпрямления представлена на рис. 2.

ТАБЛИЦА II.  Результаты тестирования алгоритмов сегментации U-ResNet-34 и HRNetV2
	Метрика
	U-ResNet-34
	HRNetV2

	Dice
	0,832
	0,858

	TP
	40270,0
	41005,0

	FP
	15642,0
	17694,0

	FN
	24632,0
	23897,0

	Precision
	0,720
	0,699

	Recall
	0,621
	0,632

	F1
	0,667
	0,664


ТАБЛИЦА III.  Результаты тестирования алгоритмов сегментации U-ResNet-34 и HRNetV2 с постобработкой для выпрямления полигонов зданий

	Метрика
	U-ResNet-34
	HRNetV2

	Dice
	0,836
	0,881

	TP
	41683,0
	42572,0

	FP
	16201,0
	17146,0

	FN
	23219,0
	22330,0

	Precision
	0,720
	0,713

	Recall
	0,643
	0,656

	F1
	0,679
	0,683
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Рис. 2.  Визуализация работы алгоритма: а) оригинальное изображение 512х512; б) эталонная маска; в) результат после сегментации и выпрямления полигонов зданий
V. Заключение
В рамках работы предложен алгоритм сегментации зданий и сооружений на спутниковых изображениях сверхвысокого разрешения с последующей постобработкой для выпрямления полученных полигонов. Для проведения экспериментов собрана и размечена база из 25 тыс. изображений размером 512х512 пикселей с пространственным разрешением 0,5 м/пиксель. В качестве базовых алгоритмов сегментации рассмотрены сверточные нейронные сети с архитектурами U-ResNet-34 и HRNetV2. Использование итеративного метода выпрямления полигонов зданий и сооружений позволило достичь значений 0,881 по метрике сегментации Dice и 0,683 по метрике детектирования F1. Полученный метод обработки спутниковых изображений можно далее использовать в различных приложениях и составлениях карт для проектирования городов. Для улучшения качества работы алгоритма в следующих работах предполагается сделать следующее:

· использование других нейросетевых решений для извлечения признаков, например, архитектуру трансформера;
· использование нескольких декодировщиков с разделением зданий по размеру, что позволит подобрать индивидуальное значение итераций для выпрямления полигонов и устранить появление «треугольных» полигонов.
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